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Latent SVMによる人体姿勢推定の効率的学習のためのサンプル選択
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Efficient Modeling by Selecting Samples for Human Pose Estimation by Latent

SVM

Yoichi MATSUYAMA†, Norimichi UKITA†a), and Norihiro HAGITA†

あらまし 学習サンプルを適切に選択することにより，サンプル数の少ない高速学習でも，大量サンプルにお
ける学習と同じ結果（異なる複数のモデルから，同じモデルが最高の認識結果を得る学習結果）を獲得すること
を目的とする．本論文では，人体姿勢推定を研究対象とする．提案法は，二つの選択法の組み合わせからなる．
一つは一般的なクラスタリングによる選択で，重複的な学習を避けるために採用する．このクラスタリングは，
人体姿勢のための特徴量の低次元化によって高速化させる．二つめは識別境界からの距離による選択で，姿勢モ
デルの学習に利用される Latent SVM の特性に応じた識別境界の効率的な更新に着目した．Latent SVM にお
ける反復姿勢探索の効率化のため，画像中の人体姿勢探索における枝刈りも加える．実験の結果，提案手法によ
り，複数のモデル中で最高の姿勢推定正答率を得るモデルが，全サンプル学習と提案手法間で同じになることを
確認し，かつ，学習時間を 79%削減できた．
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1. ま え が き

機械学習によって物事を認識・判別する能力は向上

の一途をたどっている．一般に統計的なパラメータに

基づくモデル学習では，学習するデータが多いほどモ

デルの性能が向上する．しかし学習にかかる計算コス

トは，学習するサンプル数の増加に応じて急激に大き

くなってしまう．例えば，画像に写っている物体の種

類を認識する問題において，ImageNet [1]という 120

万枚の画像が 1000個のクラスに分かれているデータ

セットがある．このデータセットの学習には，少なく

とも 250 日もかかってしまう [2]．この実験が仮に一

度のみの学習で良いのであれば，膨大な学習時間も

許容される．しかし実際には，モデルの学習時に条件

やパラメータなどを設定し，計算機実験を行い，その

フィードバックを受け条件やパラメータなどを再設定

し，再度実験を行う．このように何度も実験を繰り返
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し，最も良い性能を得る条件やパラメータをもつモデ

ルを選択するのが一般的である．よって，膨大な学習

時間は研究活動において大きな障害となる．

認識モデルの学習において，学習時間と学習モデル

による正答率はトレードオフの関係にあり，両者のバ

ランスが重要である．複数モデルから最高のモデルを

選択する段階では，認識正答率の絶対的な高さは必要

ない．このモデル選択で重要なのは，複数モデル間で

の正答率の大小である．すなわち，正答率最高のモデ

ルが，全サンプル使用時と選択サンプル使用時で同じ

ならば，選択サンプルによる学習後に，検証用データ

で正答率最高のモデルを選び，そのモデルを全サンプ

ルで再学習すればよい．この際，正答率最高のモデル

は 2回学習されるが，図 1 に示すように，選択サンプ

ルによる学習が高速なほど，またテストするモデルが

多いほど，全行程に要する学習時間は全サンプル学習

時と比べて短くなる．

上述した，モデル選択から最終モデル学習に至る処

理を実現するためには，少数サンプルのみを学習し

たときでも，全サンプルを学習したときと同じモデル

が最高正答率を得る必要がある．このモデル選択を保

証するため，本論文で研究対象とする人体姿勢推定で
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図 1 提案法による学習時間削減．赤棒が全サンプルを学
習して最高のモデルを得る計算時間．橙棒が，提案
法により選択サンプルのみを学習して最高モデルを
選び，最高モデルを全サンプルで学習する計算時間．

Fig. 1 Effects of reducing computational cost by the

proposed method. Red and orange bars show

computational costs of a general approach

(i.e. learning all samples) and the proposed

method, respectively.

利用するモデルや特徴量の特性を考慮したサンプル選

択法を提案し，複数モデル中から全サンプル学習時と

変わらぬ最高正答率モデルが得られることを実験的に

確認した．

2. 関 連 研 究

本論文では，研究対象として静止画の人体姿勢推定

問題を選んだ．この問題では，図 2 に示すように，静

止画中の人体パーツの位置・姿勢を推定する．人体姿

勢からは，人間の行動認識が可能になる [3]．人の行動

認識は多様な応用（セキュリティなど）の基礎技術と

なることが，人体姿勢推定を問題として選んだ理由で

ある．もう一つの理由は，人体姿勢推定の複雑さにあ

る．人体モデルは，最適化の対象である頭や手足など

のパーツが多く，効率的な学習が不可欠である．

人体姿勢推定では，各パーツのアピアランスを表す

特徴量と，Pictorial structure models（PSM）[4] な

どによる幾何学的制約と，識別的学習 [5] の組み合わ

せによって，高い推定性能が得られている．

アピアランス特徴量には，HOG [6]を元にした特徴

量が広く用いられている．HOGを人体パーツ用に特

化させるため，Yangらはパーツごとに HOGの勾配

方向に重みを付けた [7]．Wangらは，遮蔽に対し頑健

になるように HOGと LBP [8]を組み合わせた [9]．

人体パーツ間の位置関係を表した制約モデルでは，

制約の構造や種類の検討（例：パーツ間の連結関係や

階層構造 [10]，連結の見えの特徴量化 [11]）が研究さ

れている．また，パーツの見えのクラスタ化 [7], [12]，

図 2 PSM による姿勢推定．画像中に重畳表示された各
矩形と点線が姿勢推定結果であり，それぞれパーツ
（ノード）とパーツ間の連結関係（エッジ）を表す．

Fig. 2 Pose estimation by PSM. Each node and edge

depicts a part and connection between parts,

respectively.

姿勢のクラスタ化 [13], [14]のように，パラメータの適

切なクラスタ化によるモデル効率化も提案されている．

以上のような研究では，パラメータ（例：HOGの

ヒストグラム構造やパーツ・姿勢のクラスタ数）を変

更しつつ実験を繰り返して最良モデルを選択するため，

学習の高速化が重要になる．

学習高速化の為に少数サンプルで学習する方法とし

て，Boosting を用いる手法がある [15], [16]．この手

法ではアピアランス学習のみ少数サンプルで行われお

り，幾何制約モデルの学習は効率化されてない．また，

明示的にどのような種類のサンプルを選択するかとい

う基準については検討されていない．これに対し，本

提案手法はアピアランス特徴量だけでなく，幾何制約

に関するパラメータも含めた全特徴量を参照したサン

プル選択により，学習の高速化を実現する．

3. 姿勢推定のための Pictorial Struc-
ture Models

PSM による姿勢推定の概要を図 2 に示す．木構

造 G = (V, E) では，n 種のパーツ（手足，頭など）

がノード V = {v1, · · · , vn} に，連結する 2 パーツ

vi, vj の相対的な位置関係（距離，角度など）がエッ

ジ ei,j ∈ E に対応する．画像内における各パーツの位

置 L = {l1, · · · , ln}，すなわち人体姿勢は，以下のコ
ストを最小とする位置 L∗ の探索により得られる．

L∗ = arg min
L

(
n∑

i=1

mi(li)+
∑

(vi,vj)∈E

dij(li, lj)

)
(1)

mi(li) は位置 li におけるアピアランス特徴とモデル

がもつパーツ iのアピアランスモデルとの相違度であ

り，dij(li, lj)は連結するパーツ i, j がそれぞれ li，lj

に位置したときの相対的な位置関係とモデルがもつ
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i, j の相対的な位置関係との相違度となっている．

4. Latent SVMにおけるモデル学習と
学習時間に関わる問題点

人体姿勢の識別的モデル学習では「人体パーツ位置

がアノテーションされたポジティブ画像」と「人が写っ

ていないネガティブ画像」が与えられる．これらの学

習画像から，式 (1)のパラメータが学習される．以降，

ポジティブ画像内における人体姿勢領域をポジティブ

サンプルと呼び，ネガティブ画像内の任意の領域（人

が写っていない領域）をネガティブサンプルと呼ぶ．

ポジティブサンプルからは，人体パーツの見え，及

びパーツ間の位置関係が学習される．ネガティブサン

プルの学習は，人体とパーツの見えやパーツ配置が類

似している人体以外の物体（背景領域など）と人体と

の識別性を向上させる．

ネガティブサンプルの学習では，PSM を用いてネ

ガティブ画像内で人体姿勢を探索する．ネガティブ画

像内には人は写っていないため，探索により検出され

た領域は誤検出である．この誤検出領域をネガティブ

サンプルとして学習する．本論文では，学習のために

Latent SVM [5]を使用した．Latent SVMによるモ

デル学習では，以下のように反復学習が必要になる．

Step1 ポジティブ画像と少数のネガティブ画像から，

PSMのパラメータを Latent SVMで学習する．

Step2 新たなネガティブ画像の全領域を対象に PSM

で人体姿勢推定し，それらの Latent SVM のスコア

（推定姿勢の「人の姿勢らしさ」）を得る．

Step3 スコアがしきい値以上の領域を誤検出とし，

ネガティブサンプルとして再学習する．

Step4 誤検出が消えるまで Step2，3を繰り返す．

Step5 誤検出が消えると，新たな画像を得てStep2へ．

Step6 全ネガティブ画像に対し Step2∼5を繰り返す．

Latent SVMでは，ネガティブ画像での探索と学習

が画像数だけ反復される．しかも学習時には，ネガ

ティブサンプルを一つずつ反復学習する．これらの反

復が Latent SVMの学習時間の大半を占める．

この反復によって，Latent SVMの学習速度は遅く

なってしまう．しかし，Latent SVMは，人体姿勢推

定モデル学習において，姿勢アノテーション，すなわ

ち，学習画像中の人体の各関節の x, y 座標を Latent

変数とすることによって，関節の x, y 座標が最適な位

置に調整されるようにモデル学習できる．よって，姿

勢アノテーション誤差に対する頑健なモデル化を実現

できる．姿勢アノテーションの誤差が，姿勢推定に与

える影響は小さくなく [14]，Latent SVMを人体姿勢

推定に利用する価値は大きい．したがって，本研究で

は，推定性能面で Latent SVMの利点を活用しつつ，

その学習速度の遅さを提案手法によって補う．

5. サンプル選択による学習モデルの変化

3.，4. で紹介した人体姿勢推定法における，適切

なサンプル選択の必要性を示す．

異なるモデル A，B，C，D，E を用意し，それぞ

れ同数の学習サンプルで学習し，人体姿勢推定を行

い，その正答率を求めた．モデル Aには，文献 [7]の

mixture part modelを用いた．モデル Bは，各パー

ツのアピアランス特徴の次元数をモデル A の 32 か

ら 27（注1）に減らしたものである．モデル C では，各

パーツの mixture数をモデル Aの 5から 3に減らし

た．モデル Dでは，アピアランス特徴の次元数を 27

に，mixture数を 3にした．モデル B，C，Dが，パ

ラメータ数を減らしているのに対し，モデル Eでは，

各パーツのアピアランス特徴の次元数をモデル A の

32から 41（注2）に増やした．

本論文で示す人体姿勢推定の正答率は，人体の全 10

パーツ（頭，胴，左右上腕，左右下腕，左右上脚，左

右下脚）のパラメータ l1, · · · , l10 が，それぞれ正しく
推定できている割合

(∑NI
n

∑10
i S(n,i)

NI×10

)
× 100である．

ただし，S(n, i)は n枚目のテスト画像で li をしきい

値以内の誤差（注3）で推定できたときに 1，それ以外のと

きに 0を返す関数で，NI はテスト画像の総数である．

使用したデータセットは，Leeds Sports Pose（LSP）

データセット [13]と INRIA Personデータセット [17]

で，LSPデータセットのうち 1000枚を学習用ポジティ

ブ画像，1000枚をテスト画像として，INRIAデータ

セットは 1218枚をネガティブ画像として使用した．ポ

ジティブサンプルは，全ての試行で等しい．ネガティ

ブサンプルは，全て学習する場合（表 1 の「全ネガ

ティブサンプル」）と，全ネガティブサンプル中の約

3%をランダムに選択し学習する場合（表 1 の「ラン

ダム選択」）の 2通りである．

全正答率は，10 回試行の平均である．表 1 に示す

（注1）：手法 [7] の特徴量から，テクスチャ特徴を除いた．
（注2）：手法 [7] の特徴量において，HOG 特徴の方位ビン数を 18 から
27 に増やした．
（注3）：評価関数 S(n, i) には，文献 [18] で公開されているコードを利
用した．
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表 1 複数モデル間（モデル A，B，C，D，E）における
最高正答率の逆転

Table 1 Change in estimation accuracy among dif-

ferent models.

正答率 (%) A B C D E

全サンプル 62.7 62.2 61.9 59.3 62.5

ランダム選択 53.4 53.7 53.6 52.2 53.0

ように，全サンプルを用いた場合と少数のランダム選

択サンプルを用いた場合では，正答率が逆転した．こ

のように，ネガティブサンプルをランダムに減らした

だけでは，複数モデル中において最高正答率を得るモ

デルが保存できない．

6. ネガティブサンプルの選択法と実験

6. 1 提案法の概要

Latent SVMによる人体姿勢モデルの学習では，ネ

ガティブサンプルの反復学習が学習時間の大半を占め

ている．この反復回数を減らすため，学習するネガティ

ブサンプルを適切に選択する．提案手法では，人体姿

勢特徴の低次元化によるクラスタリングを用いた選択

の高速化（6. 3），識別境界からの距離に基づく効率選

択と人体姿勢探索の枝刈りによる効率化（6. 4）を組

み合わせ，学習時間を全体的に削減する（6. 5）．5.と

同様に，実験には，LSPデータセット [13]と INRIA

Personデータセット [17]を用いた．

6. 2 選択するネガティブサンプル数

以降の実験で用いるネガティブサンプル数を決定す

るため，予備実験を行う．図 3 に，全ネガティブサ

ンプルを学習した際に誤検出する人領域の数を示す．

横軸には，学習順に左から右に画像がならんでいる．

図 3（左）のグラフが，LSP と INRIA Person を学

習した結果である．このグラフから，学習の初期と中

盤以降では誤検出数が大きく異なることがわかる．こ

れは，学習初期ではモデルが未成熟であり，誤検出が

多く発生してしまうためである．異なるデータセット

でも同様の傾向が得られることを確認するため，ポジ

ティブ画像に PARSEデータセット [19]中の 100枚の

学習用画像，ネガティブ画像に SUN Attribute デー

タセット [20]から背景のみの 2315枚の画像を抽出し

たセット（以降，SUNデータセットと呼ぶ）を用いて

同様の実験を行った（図 3（右））．

上記傾向に従い，提案法でも，各ネガティブ画像か

ら得るネガティブサンプル数は均等ではなく，学習初

期段階で多数に，学習が進むにしたがい少なくする．

図 3 各ネガティブ画像における人体誤検出数．（左）LSP

と INRIA Person データセットにおける実験結果．
（右）PARSEと SUN Attributeデータセットにお
ける実験結果．横軸が画像番号で，縦軸が各画像に
おける誤検出/選択サンプルの数を表す．

Fig. 3 (Left) False-positives extracted at each nega-

tive image. (Right) The number of selected

negative samples, which is defined by Eq. (2).

図 4 選択サンプル数 NNS の例．この例は，図 2（左）
のネガティブサンプル数から決定された結果である．
ただし，学習進行に伴うサンプル数の変化が視覚的
にわかりやすくするため，選択サンプル数が単調減
少するようにスムージングさせている．

Fig. 4 Example of the number of selected samples.

This example is obtained from the number of

all negative samples shown in Fig. 3.

モデルの成熟度は，誤検出数に強く影響するため，誤

検出数に応じたネガティブサンプル数の決定は妥当で

あると考える．しかし，全ネガティブサンプルを学習

する結果として，学習終盤で急激にネガティブサンプ

ルが少なくなる通常の全ネガティブサンプル学習と比

べ，学習初期から限られた選択サンプルのみを学習す

る提案法では，学習終盤に至っても十分に学習が進ん

でいない恐れがある．そこで，図 3のような傾向に類

似しつつ，その傾向と比べて学習終盤にも学習サンプ

ル数を残すことによって学習不足を避けるように，選

択サンプル数 NNS を決定する．

NNS =
NFP√

NFP + 1
(2)

NFP は誤検出数である．図 3（左）の全ネガティブサ

ンプル数を NFP とした際の，式 (2)から得られる選

択サンプル数NNS の傾向を図 4 に示す．この図から，

目的のとおり，学習初期に急激に NNS が減少し，学

習終盤では減少傾向が低下している様子が確認できる．

以降の実験では断りがない限り，選択するネガティブ

サンプル数は式 (2)に従う．
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表 2 （手法 1）クラスタリングによるネガティブサンプル選択による姿勢推定モデル学習
に要する時間と，そのモデルを用いた人体姿勢推定正答率．括弧内は，全サンプル
学習時間に対するパーセント表記であり，値が小さいほど高速化できたことを表す．

Table 2 (Method 1) Pose estimation results using negative samples selected by

clustering. A value in parenthesis indicates the percentage of the cost

for learning all samples.

正答率 学習時間 探索時間 クラスタリング時間 総時間
% 秒 秒 秒 秒

全サンプル 62.71 5911 2362 - 8273

ランダム選択 55.32 714 (12) 1674 (71) - 2388 (29)

手法 1 57.76 653 (11) 1676 (71) 3791 6120 (74)

手法 1（特徴低次元化あり） 57.43 649 (11) 1668 (71) 669 2986 (36)

6. 3 選択法 1：クラスタリングによる選択

図 5 に示すように，青や橙のネガティブサンプルを

全て学習しても，識別境界に与える影響が類似してい

ると考えられる．そこで，これらサンプルをクラスタ

リングし，各クラスタの代表となるネガティブサンプ

ルのみを選択し学習する．クラスタリングする特徴量

は，パーツの見え（HOG）特徴とパーツ間の接続関

係を表すパラメータの連結ベクトルである．基本的な

学習アルゴリズムは 4. の Step1∼6 と同じであるが，

Step3 では，全誤検出の特徴量をクラスタリングし，

その代表ベクトルのみを Latent SVMで再学習する．

代表サンプルは，クラスタ中心に最も距離が近いサン

プルとする．クラスタ数は式 (2)で定義されるサンプ

ル数 NNS である．クラスタリングは K-means によ

り行った．

クラスタリングに基づくサンプル選択は，古くから

行われている [21], [22]．クラスタリングにかかる時間

は，サンプルの次元数と個数に依存する．本実験で用

いた人体姿勢推定法 [7] において，特徴量の次元数は

13489次元である（パーツ数 26，各パーツの HOGが

512次元，親パーツとの相対的位置を表すパラメータ

4 次元，その他バイアスなどのパラメータ 77 次元：

(512 × 26) + (4 × (26 − 1)) + 77 = 13489）．図 3 で

示したように，クラスタリングする誤検出の数は学習

初期においては数千である．クラスタリングを用いる

為には，これらを上手く削減する必要がある．クラス

タリングするネガティブサンプル数の削減は次節の処

理に譲り，本節では，特徴量の次元数削減によりクラ

スタリングの高速化を実現する．

具体的には，HOGを大幅に簡略化してクラスタリ

ングを高速化する．ベース手法 [7] では，各パーツは

4× 4のセルから構成され，各セルが 32次元のアピア

ランス特徴量をもつ．これを，セル分割を廃止して，

アピアランス特徴量を 16 次元に減らすことにより，

図 5 クラスタリングによるネガティブサンプル選択．特
徴空間でクラスタ中心に最も近いネガティブサンプ
ルを代表サンプルとして選択し学習する．

Fig. 5 Negative sample selection using clusterng. In

each cluster, the sample that is the closest to

its center is slelected for learning.

各パーツの HOGを 16次元まで低次元化した．この

HOG特徴に親パーツとの位置関係パラメータをを加

え，計 (16 × 26) + (4 × 25) = 516次元の特徴量ベク

トルをクラスタリングした．

LSP+INRIA データセットで学習した人体姿勢推

定の正答率及び学習にかかった時間を計測した（表 2

は 10回試行の平均）．表中の学習時間，探索時間，ク

ラスタリング時間は，それぞれ，Latent SVM によ

る反復モデル学習（4.の Step1と Step3）の総時間，

Latent SVM において誤検出を反復的に得る総時間

（4.の Step2），提案手法において誤検出を反復的にク

ラスタリングする総時間である．全て反復処理の総時

間であるため，各ネガティブ画像で検出された誤検出

数や，そこから選ばれてモデル学習に利用されるサン

プル数によって反復数が変化するため，全サンプル学

習や学習手法によって各処理にかかる時間が異なる．

比較対象として全誤検出を学習する従来法と，クラス

タと同数の誤検出をランダムに選択し学習する手法を

用意した．表 2 の探索時間は，画像中で人体領域を

探索する時間である．学習時間とは，探索により誤検

出を得た後，Latent SVMにネガティブサンプルを与

え，学習する時間である．総時間は，これらとクラス
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図 6 識別境界からの距離が遠いネガティブサンプルの選
択．距離の遠いサンプルを選択し学習することで，
ピンクの識別境界をスキップして直接赤の識別境界
を学習する．

Fig. 6 Selecting negative samples that are far from a

decision boundary for efficient learning.

タリングにかかった時間の和である．

クラスタリングを行う手法は，学習時間を，全サ

ンプルを学習した場合の 11%に削減できた．しかし，

HOG特徴を低次元化しないクラスタリングでは，ク

ラスタリングに 3791秒（全サンプル学習の総時間の

46%）もかかってしまったため，学習総時間では全サ

ンプルを学習した場合の 74%に留まり，ランダム選択

と比べ 2.56倍の時間がかかってしまった．一方，HOG

を低次元化すると，クラスタリング時間を減らし，学

習総時間を全サンプル学習の 36%に削減できた．

6. 4 選択法 2：識別境界からの距離による選択

手法 2では，識別境界からの距離が遠いサンプルを

選択する．これにより，識別境界を大きく更新し，特

にモデルが未成熟な段階における学習の効率化を期待

する．図 6 の典型的な例では，赤色のネガティブサン

プルを学習して緑色の識別境界を更新させる．識別境

界近くの 3 点のネガティブサンプルを学習した場合，

新たにピンクの境界が得られる．しかしその後，全ネ

ガティブサンプルを学習すると，境界は赤色のように

変化する．すると境界に近いネガティブサンプルを学

習した意味はない．

このように，識別境界から離れたサンプルの学習は，

一般的な SVMのバッチ学習効率化 [23]において，識

別境界付近のサンプルを絞り込みサポートベクトルの

決定を効率化させるのとは真逆のアプローチである．

この違いは，Latent SVMでは，ネガティブサンプル

を一つずつ追加で学習しなければならず，しかも高速

オンライン学習（手法 [24]など）で行われているよう

に，学習済みのモデルを新サンプルで効率的に更新す

ることができない点に起因する．すなわち，一般的な

SVMのバッチ学習では全サンプルが与えられた後に，

表 3 （手法 2）識別境界からの距離による選択での結果
Table 3 (Method 2) Results of negative sample se-

lection based on a distance from a decision

boundary.

正答率 学習時間 探索時間 総時間
% 秒 秒 秒

全サンプル 62.71 5911 2362 8273

ランダム選択 55.32 714 (12) 1674 (71) 2388 (29)

手法 2 58.83 772 (13) 1683 (71) 2455 (30)

手法 2
58.19 798 (14) 1023 (43) 1821 (22)

（枝刈りあり）

全サンプルの分布から識別境界付近の点を推定して，

その付近のサンプルのみを学習するのが効率的である

が，Latent SVMではそれが不可能なためである．

手法 2の基本的な学習法は，4.の Step1∼6と同じ

であるが，Step3では，Latent SVMのスコア（人の

姿勢らしさ）をソートして，スコアが大きなものから

式 (2)の NNS だけネガティブサンプルを選択する．

識別境界からの距離には，前述の全 13489次元の特

徴量における境界から各サンプルまでの距離を用いる．

この距離は，Latent SVMで学習された PSMによる

人体姿勢検出時に直接得られる．このように，人体姿

勢推定の過程の結果をそのまま利用することにより，

無駄な計算時間を省略して，高速な処理を実現する．

実験結果を表 3（10回試行の平均）に示す．比較対

象とデータセットは 6. 3 と同様である．学習時間に

ついては，全サンプル学習時よりも速く，表 2 に示し

た手法 1と比べても，クラスタリングにかかる時間が

省略されるぶんだけ高速化されている．

学習時間と探索時間を比較すると，探索時間のほう

が高速化の割合が劣る．これは，図 3（左）で示した

ように学習するネガティブサンプル数が学習進行に伴

い激減する一方，PSM により各画像から人体姿勢探

索をした際，探索時間は画像に大きく依存せずにほぼ

一定であることに起因する．よって，学習総時間の更

なる削減には，探索時間の削減が重要となる．

この探索時間の削減のため，PSM による人体姿勢

探索の枝刈りを加える．PSM では，全ノード・リン

クのコストを加算し（注4），その総和を人体姿勢のコス

トとするため，加算途中でコストが大きくなった場合

は枝刈り，すなわち人体姿勢評価を打ち切りできる．

枝刈りのしきい値には，「一つ前の反復で選ばれた

ネガティブサンプル中で，式 (1)のコストが最小の値

（注4）：文献 [4] で提案されているように，動的計画法によって画像全
体における人体姿勢探索を高速に実現している．
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表 4 （提案法）クラスタリングと識別境界からの距離によるネガティブサンプル選択で
の人体姿勢推定の結果

Table 4 (Proposed method) Results of negative sample selection based on a dis-

tance from a decision boundary and sample clustering.

正答率 学習時間 探索時間 クラスタリング時間 総時間
% 秒 秒 秒 秒

全サンプル 62.71 5911 2362 - 8273

ランダム選択 55.32 714 (12) 1674 (71) - 2388 (29)

手法 1（特徴低次元化） 57.33 649 (11) 1668 (71) 669 6120 (36)

手法 2（枝刈り） 58.19 798 (14) 1023 (43) - 1821 (22)

提案手法 59.82 623 (11) 1068 (42) 46 1737 (21)

（Lmin）」を用いる．ただし，ネガティブサンプルの

反復学習によって，誤検出される人体姿勢のコストが

徐々に小さくなることを期待し，枝刈りのしきい値は

0.9Lmin とした．

この枝刈り込みの選択法 2による実験結果も，表 3

に示す．この表に示すように，枝刈りなしの場合と比

べて探索時間を削減できている（1683 → 1023秒）．

6. 5 提案手法：クラスタリングと識別境界からの距

離によるサンプル選択の統合による効率学習

6. 3 のクラスタリングに基づく手法では，大量の誤

検出のクラスタリングに時間がかかりすぎてしまう．

6. 4 の手法では，特徴量空間において近傍に位置する

誤検出がネガティブサンプルとして選ばれてしまう．

これらの問題を解決するため，誤検出を識別境界から

の距離によって絞りこんだ後にクラスタリングを行う．

最終的に選ばれるネガティブサンプル数（クラスタ

数）は式 (2)の NNS である．クラスタリングの対象

となるネガティブサンプル数NSC は，NNS の特性を

踏襲しつつ，これより大きい値を取るように，式 (3)

のようにした．

NSC =
NFP

4
√

NFP + 1
(3)

結果を表 4（10回試行の平均）に示す．比較対象と

して選択法 1（特徴量低次元化を行ったクラスタリン

グ：表 4 中の「手法 1（特徴低次元化あり）」）と，選

択法 2（識別境界からの距離に応じた選択法：表 4 中

の「手法 2（枝刈りあり）」）の結果も再掲する．全サ

ンプル学習と比べて，学習時間（5911 → 623）と探

索時間（2362 → 1068）を削減でき，余分に必要とな

るクラスタリング時間（46）を短くできたため，総計

算時間の割合は 21%（8273 → 1737）となった．

最後に，実運用にかかる学習時間を比較する．全サ

ンプルを学習する従来法では，最高モデルを得るため

の時間は，全モデルの学習総時間の和
∑NM

i Ti とな

る．NM は比較するモデルの総数であり，Ti は i番目

のモデルの学習時間である．提案法の場合，最高モデ

ルを得るための時間は，提案法による全モデルの高速

学習と，そこから得られる最高モデルを全サンプルで

学習する時間の和
∑NM

i T ′
i + Tb になる．T ′

i は i番目

のモデルを提案法で学習する時間，bは提案法による

学習で最高モデルとして選ばれるモデルの IDである．

比較するモデル数を次節の実験に倣いNM = 5とし，

Ti 及び T ′
i の平均を表 4 に示した全サンプル学習と提

案法による学習時間とする．従来法と提案法の学習時間

は，それぞれ 8273 = 41365，1737×5+8273 = 16958

となる．この例のように，比較モデル数が少ない，す

なわち提案法による学習時間削減の効果が小さくても，

提案法により学習時間が半分以下となった．

6. 6 提案法による異なるモデル間の正答率の検証

5. で示したような異なるモデル間における最高正

答率の逆転現象を，提案法によって回避できることを

実験的に検証する．本論文の目的に重要なことは，提

案手法によって，全サンプル学習した際と等しいモデ

ルが最高正答率を得ることである．本節では，最高正

答率を得るモデルが頑健に選択されることを検証する

ため，学習と姿勢推定（正答率の計算）を 10 回試行

する．それら 10 回の正答率の平均を比較するととも

に，正答率最高のモデルとその他モデルの間における

正答率平均の間の有意差，すなわち，どれほど頑健に

正答率最高のモデルが選ばれるかという点を検証する．

提案手法の有効性を安定に検証するため，ポジティ

ブとネガティブともに，画像データセットを一つ追加

する．ポジティブが 2セット（LSPと PARSE），ネガ

ティブが 2セット（INRIAと SUN）で，組み合わせ

として 2× 2 = 4種類の実験を行った．結果を，図 7，

8，9，10 に示す．実験には，5. と同様の四つのモデ

ル（モデル A，B，C，D，E）を利用した．

いずれの組み合わせにおいても全サンプル学習（図
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図 7 異なるモデルにおける正答率（LSP+INRIA）
Fig. 7 Accuracy in different models (LSP+INRIA).

図 8 異なるモデルにおける正答率（LSP+SUN）
Fig. 8 Accuracy in different models (LSP+SUN).

図 9 異なるモデルにおける正答率（PARSE+INRIA）
Fig. 9 Accuracy in different models (PARSE+INRIA).

図 10 異なるモデルにおける正答率（PARSE+SUN）
Fig. 10 Accuracy in different models (PARSE+SUN).

中の青棒）では，モデル A が最高正答率を得た．同

様に，提案手法（図中の緑棒）でもモデル A が最高

正答率を得た．一方，ランダム選択（図中の赤棒）で

は，LSP+INRIA，LSP+SUN，PARSE+SUNにお

いて，モデル Bが最高正答率を得てしまっている．

welchの t検定（片側検定）により，最高正答率モ

（注5）：全サンプル学習における p 値も 0.013 であり，p < 0.01 の強
い有意差ありに近い．

デルとその他モデル間の平均正答率の有意差の大小を

調べた結果を図中に示す．p < 0.05，p < 0.01の結果

を，それぞれ ∗，∗∗ で示す．PARSE+SUN（図 10）

のモデル Aとモデル Bの検定結果を除いて（注5），全サ

ンプル学習と提案手法では同様の結果が得られた．こ

の結果から，提案手法により，全サンプル学習と等し

いモデルが最高正答率が得られること，また，全サン

プル学習と提案手法で，複数モデル間の平均正答率の

大小関係（有意差）も類似していることが，実験的に

検証できた．

提案法は，自動的に最高正答率を得るモデルを発見

する．このように最高正答率を得るモデルは，モデル

間の違いが自明であれば，人手によってもある程度予

測可能である．例えば，モデル B，C，Dはパラメー

タ数が減っているため，モデルの表現力が低下し，単

純には姿勢推定の正答率が減少することが予想できた．

一方，モデル Eはパラメータ数が増えているため，正

答率が向上することもありえた．しかし実際には，正

答率は低下した．これは，モデルが複雑になりすぎ，

過学習のようなことが起きていることが一因と考えら

れる．このように，人手による単純な予測とは異なる

ようなモデルの特性も，提案手法により確認できてい

ることは，提案法の有効性を示している．

7. む す び

学習サンプルを適切に選択することで学習を高速化

する手法を提案した．研究対象として静止画の人体姿

勢推定を選択し，学習時間の大半を占めているネガ

ティブサンプルの学習時に，提案法を用いることで高

速化を実現し，その効果を実験的に示した．

学習画像総数 2000程度の問題において，学習総時

間を 21%にまで高速化できた．その際，全ての画像

データセットにおいて，選択サンプルのみによる高速

学習において正答率最高となるモデルが，全サンプル

学習における正答率最高のモデルと等しいことも実験

的に確認した．

更なる高速化のための今後の課題を挙げる．
• 異なるモデル間での正答率の相対的な大小関係

が変化しない，最小サンプル数の検討（式 (2)，(3)の

最適化．）．
• 人体姿勢の特性をより考慮したサンプル選択．
• 探索時間の高速化による総学習時間の短縮．
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